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摘要 为实现水稻叶片磷素营养状态的高效、精准诊断，提出一种融合轻量化编码器与改进U-Net解码结

构的图像分类模型MobileNetV3_U-Net。以MobileNetV3_large作为轻量化编码器，提取多尺度深层语义特征，

并加载预训练权重以加速收敛；解码器采用非对称多尺度上采样与跳跃连接逐级融合浅层特征，实现局部细节

与全局语义的高效整合。与经典对称U-Net不同，MobileNetV3_U-Net模型通过逐级调整解码器的通道数和空

间分辨率，更紧凑且专注于增强叶片细粒度特征表征，从而提升对磷素缺失特征的敏感性。最终通过自适应平

均池化与全连接分类器完成水稻磷素营养状态判别。在水稻分蘖期和拔节期测试集，MobileNetV3_U-Net的准

确率分别达到 93.33% 和 87.40%，整体性能优于 MobileNetV3_large、GhostNet、ShuffleNet和 EfficientNet_b1等

轻量化模型。在Plant Village公共数据集的葡萄叶片实验中，模型仍保持较高准确率，验证了其跨场景泛化能

力。结果表明，MobileNetV3_U-Net在保持轻量化与高效部署的同时，通过改进U-Net解码结构实现多尺度局

部与全局特征的深度融合，可为水稻磷素营养智能诊断提供一种高效、稳健且可推广的技术方案。
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磷素是农作物生长发育过程中所必需的三大常

量营养元素之一，在能量代谢、核酸合成、酶活调节

等生理过程中发挥着关键作用［1-2］。在水稻生长过

程中，磷素不仅参与根系的生长发育与分化，还在分

蘖形成、花器官发育和籽粒灌浆等关键阶段中发挥

重要调控作用［3-5］。然而，由于我国南方主要水稻产

区多酸性红壤、黄壤土壤［6］，普遍存在有效磷含量低、

施肥利用率不高等问题，导致水稻易发生磷素营养

失衡，进而影响产量与品质。磷素缺乏常表现为叶

色暗绿、生长迟缓、分蘖减少、早衰等现象，其识别难

度受生育期、品种及环境条件影响显著［7］。若不能及

时、准确地诊断磷素营养状态，不仅易造成施肥过

量、资源浪费，亦可能加剧环境污染［8］。因此，构建一

种快速、准确且智能化的水稻磷素营养诊断方法，不

仅有助于提升磷素利用效率和施肥管理水平，同时

对于促进农业绿色转型与可持续发展具有重要

意义。

传统的水稻磷素营养诊断通常依赖实验室化学

分析或田间叶片采样［9-10］。然而，前者存在设备依赖

性强、检测流程复杂及经济成本较高等问题，后者则

易受主观判断与环境波动影响，难以兼顾准确性与

实时性。近年来，随着计算机技术的不断发展，深度

学习技术在病虫害识别、营养诊断等农业领域的应

用日益广泛。通过将计算机视觉与深度学习相结

合，可以在保证诊断精度的同时，提高检测效率并降

低成本，从而为水稻磷素营养状态评估提供可行的

技术支撑。熊俊涛等［11］基于 VGG16 模型对分割后

的水稻叶片图像进行氮、磷、钾元素的缺素识别，模

型测试准确率达到 89.42%；杨红云等［12］利用多模型

卷积神经网络的多层特征学习与集成策略进行水稻

氮素营养诊断，测试准确率达 98.1%；钱政等［13］在

ResNet34结构中引入SE注意力模块，并结合迁移学

习改进网络，实现了水稻氮素营养状态识别，测试准

确率达到 98.13%；黄淑梅等［14］将 ECA 注意力机制
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融入 ShuffleNet V2 网络，并利用迁移学习对分蘖期

和拔节期叶片图像进行训练，识别准确率高达 99%；

Bishwas 等［15］将 K-means 聚类算法与卷积神经网络

相结合，实现对水稻氮、磷、钾营养元素缺乏情况的

识别，准确率达到 90%；张林朋等［16］基于迁移学习策

略，利用预训练VGG16模型完成水稻氮素营养状态

识别，分类准确率达到 95%；吴正等［17］提出的PND-
Net 模型，通过整合多尺度特征提取模块（MS 与

RMS）、通道注意力（CA）模块以及MBIR模块，能够

较准确地判定水稻钾素胁迫等级，为精准施肥提供

参考；孔杰等［18］构建的模型在处理水稻叶片图像时，

首先采用超分辨率重构方法，对原始叶片图像进行

细节增强，然后通过引入注意力机制与软阈值化函

数优化特征表达，并结合迁移学习策略，实现了对

氮、磷、钾营养胁迫状态的高精度分类，分类性能表

现稳定可靠；Smith等［19］针对大豆病害叶片图像识别

任务，对DenseNet201、ResNet50、VGG16以及Xcep⁃
tion 等多种卷积神经网络进行了系统比较，结果显

示，ResNet50在分类准确率方面优于其他模型，达到

了 95.9%。Yang 等［20］对 GoogLeNet 模型进行了优

化设计，在卷积层使用小卷积核替换原有的大卷积

核，并引入ECA注意力机制和残差模块，有效提升了

分类性能，获得99.58%的平均准确率。

U-Net最初由 Ronneberger等［21］提出，广泛应用

于医学图像分割领域，并因其对目标区域的精准定

位能力受到关注。受其多尺度特征恢复与跳跃连接

机制启发，研究人员逐渐将 U-Net 结构引入图像分

类任务。Liu 等［22］提出了一种基于改进 U-Net 与
DenseNet 相结合的混合注意力增强神经网络模型，

用于水稻叶片病害识别。该方法首先利用U-Net解
码器对病斑区域进行 ROI 提取，再将提取结果送入

DenseNet 分类器，最终在公开数据集上实现了约

96%的分类准确率；Wang等［23］针对高分辨率遥感影

像分类任务，在 U-Net 解码器中引入空间金字塔池

化（SPP）模块，通过多尺度上下文信息融合，显著增

强了模型对多类别地物目标的判别能力，分类准确

率从89.5%提升至92.8%。

研究表明，基于深度学习的图像识别技术已广

泛应用于农作物病虫害监测与营养诊断等领域，展

现出良好的特征提取与分类能力。然而，现有卷积

神经网络在空间信息建模方面仍存在一定局限，尤

其在深层特征提取过程中，多次下采样易导致边缘

细节与局部纹理信息的丢失［24-25］，限制了模型对作

物细粒度营养缺素区域的准确识别。尽管以Mobile⁃
NetV3为代表的轻量化主干网络在计算效率和模型

规模方面具有显著优势，但其结构主要依赖逐层下

采样，缺乏对多尺度特征的有效融合，难以在表达能

力与轻量化之间取得良好平衡［26-27］。以 Mobile⁃
NetV3_large 为例，其参数量约为 4.21×106，计算量

约为 1.2×108/s，虽具有较高效率，但在缺素细粒度

识别上的表现受限。本研究提出一种融合轻量化编

码器与改进U-Net解码结构的图像分类模型Mobile⁃
NetV3_U-Net，以 MobileNetV3_large 作为轻量化编

码器，提取多尺度深层语义特征，并加载预训练权重

以加速收敛，旨在为水稻磷素营养智能诊断提供科

学依据。

1　材料与方法

1.1　田间试验

为获取完全展开状态下的水稻叶片高清图像，

于 2022年 6月 25日在江西省吉安市新干县开展田间

栽培试验。供试稻田土壤全氮 1.02 g/kg、全钾 0.48 
g/kg、全磷 14.22 g/kg、碱解氮 111.31 mg/kg、速效磷

10.65 mg/kg、速效钾 122 mg/kg，有机质 19.46 g/kg，
全磷及速效磷含量相对偏低，整体呈低磷状态，适宜

开展不同磷肥水平处理的田间试验。试验共设置 8
个小区，对应 4 个磷肥梯度处理（P0、P1、P2、P3），每

个处理设 2块施肥方案完全相同的小区，每小区面积

为 1.5 m²，定植水稻 50株，品种为江西农业大学农学

试验站提供的优质常规晚稻黄华占。水稻于 2022年

6月 25日播种育秧，7月 18日移栽至大田。基肥阶段

各处理小区氮肥与钾肥用量保持一致，磷肥按梯度

施用（P0：0 kg/hm²，P1：300 kg/hm²，P2：600 kg/hm²，
P3：780 kg/hm²）；分蘖期每小区追施氮肥 7.82 g，拔
节期每小区追施氮肥 11.73 g、钾肥 8.10 g。试验肥料

包括氯化钾（K₂O≥60%，中国农业生产资料集团公

司）、钙镁磷肥（有效磷 P₂O₅≥12%，荆门市高园磷肥

有限公司）以及尿素（N≥46%，安阳中盈化肥有限

公司）。

1.2　数据采集与预处理

本 研 究 采 用 MICROTEK 型 号 为 MRS-
9600TFU2L、分辨率为 600 DPI 的扫描仪，分别于

2022年 8月 6日、8月 26日获取水稻分蘖期和拔节期

的叶片图像。采集对象为各分蘖茎主茎的完全展开

顶 3叶。为保证图像数据的一致性与可靠性，采集过

程中剔除了因叶片折叠或卷曲而影响质量的样本。
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所获得图像均保存为 JPG 格式，分辨率为 8 401 像

素×14 401像素。水稻分蘖期、拔节期的 4个施磷梯

度各获取水稻叶片图像390张，共计3 120张。

为满足深度学习模型对输入尺寸的要求，所有

水稻叶片原始图像统一调整至 224像素×224像素，

并将背景设为黑色以提高对比度、减少噪声干扰。

经预处理的部分分蘖期水稻叶片图像如图 1 所示。

随后，将 3 120张原始图像按照 8∶2的比例划分为训

练集和测试集，其中测试集仅包含原始图像，不进

行任何增强操作，以保证评估的客观性。在训练集

中，为缓解样本数量不足并提升模型的泛化能力，

对图像进行了数据增强［28］，包括在±15°范围内的

随机旋转与轻微平移（不超过图像尺寸的 5%）、随

机缩放（0.95~1.05 倍）、水平与垂直翻转，以及对亮

度（±20%）、对比度（±10%）、饱和度（±10%）和

色相（±0.05）的随机扰动，并辅以概率性模糊、锐

化和灰度化处理。通过这些操作，训练集的每一类

别样本数量由原始的 312 张扩充至 3 120 张，而测

试集保持不变。分蘖期与拔节期的图像数据规模

见表 1。

1.3　实验环境及参数设置

在 64 位 Windows 11 操作系统环境下进行训练

与测试。实验计算机配备AMD Ryzen 7 8845H处理

器（集成 Radeon 780M 显卡，主频 3.80 GHz）、24 GB
内 存 ，以 及 NVIDIA GeForce RTX 4060 Laptop 
GPU（显存 8 GB）。软件环境包括 PyTorch 2.6.0、
CUDA 12.6和Python 3.10.16。

在 PyTorch 深度学习框架下对水稻磷素营养诊

断模型进行训练与测试，采用多类别交叉熵损失函

数来度量模型预测结果与真实标签之间的偏差，并

选用 AdamW 优化器以增强训练过程的稳定性及模

型的泛化能力；引入余弦退火学习率调度机制，实现

对学习率的动态调控，有助于模型在初期快速收敛，

并在后期获得更优的最小化结果。实验中将初始学

习率设为0.000 1，批量大小为64，训练轮次为200，以
保证模型充分学习并获得最佳性能。

1.4　改进的U-Net多尺度解码模块结构

改进的 U-Net 多尺度解码模块结构（UNetDe⁃

coder）如图 2所示。输入的深层特征图（stage4 输出，

尺寸为 7×7，通道数为 960）依次通过 3 次上采样操

作，空间分辨率逐级恢复至 14×14、28×28 和 56×
56，同时通道数依次调整为 80、40和24。在每次上采

样后，该层输出的特征图与编码器中对应阶段的跳

跃连接进行通道维度的拼接，实现浅层结构信息与

深层语义特征的融合。跳跃连接特征的空间尺寸与

通道数如下：

Skip 3（stage 3 输出）：14×14，通道数80；
Skip 2（stage 2 输出）：28×28，通道数40；
Skip 1（stage 1 输出）：56×56，通道数24。
拼接后的特征图输入由 2 层 3×3 卷积、批量归

一化（batch normalization）和 ReLU 激活函数构成卷

积模块（UNetBlock），进行特征重建与非线性映射。

最终，解码器输出尺寸为 56×56、通道数 24 的特征

图，并通过 1×1卷积将通道数调整为 960，以满足后

续全局池化和分类器的输入维度要求。

该多尺度解码设计不仅能有效恢复编码阶段压

图1 4种不同磷肥梯度下采集的水稻分蘖期数据

Fig.1 Rice tillering stage data collected under four dif⁃
ferent phosphorus fertilizer gradients

表1　水稻叶片图像数据集

Table 1　Description of the rice leaf image dataset

水稻生育期

Rice growth stage

分蘖期

Tillering stage

拔节期

Jointing stage

磷肥梯度

Phosphorus gradient

P0
P1
P2
P3

P0
P1
P2
P3

原始数据

Original data

390
390
390
390

390
390
390
390

训练集

Training set

312
312
312
312

312
312
312
312

测试集

Test set

78
78
78
78

78
78
78
78

增强后的训练集数据

After expansion

3 120
3 120
3 120
3 120

3 120
3 120
3 120
3 120
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缩后的空间信息，还充分融合了不同层级的语义特

征，实现深浅信息的高效交互，从而增强模型对水稻

叶片磷素缺失区域的识别能力，为分类任务提供更

具判别性的特征支撑。

1.5　MobileNetV3_large

MobileNetV3_large架构是在 MobileNetV2的基

础上提出的一种轻量级卷积神经网络结构，融合了

Inverted Residual 模 块 、通 道 注 意 力 机 制 模 块

（Squeeze-and-Excitation， SE 模块）、高效非线性激

活函数（如 h-swish）、全局平均池化层以及全连接分

类器［29］。其整体结构由输入特征提取层、多个 In⁃
verted Residual模块以及尾部分类模块组成，网络整

体结构如图 3 所示。其中，Inverted Residual 模块是

MobileNetV3_large 的核心组成部分，如图 4 所示。

该模块首先通过 1×1卷积对输入特征图进行通道扩

展，然后采用 3×3 深度可分离卷积（depthwise sepa⁃
rable convolution）实现空间特征提取，并在中间引入

SE模块以执行通道注意力建模，从而增强网络对关

键区域的响应能力。使用 1×1卷积进行通道压缩以

恢复原始维度，并构建捷径连接（shortcut），将输入特

征与变换后的输出特征在通道维度上相加，实现高

效的特征残差传递。此外，MobileNetV3_large在部

分模块中引入了 h-swish激活函数，以提升模型的非

线性表达能力与推理效率。整体上，该网络在保持结

构轻量化的同时，兼具优异的局部特征提取能力和通

道建模能力，在移动端图像分类与目标检测等任务中

表现出良好的准确性与推理速度平衡。因此，本研究

将MobileNetV3_large作为基线模型（方案1），用于后

续改进模型的对比分析，以评估多尺度特征融合与迁

移学习策略对水稻叶片磷素营养诊断性能的影响。

1.6　MobileNetV3_U-Net模型构建

为系统评估不同模型结构及优化策略对水稻叶

片磷素营养诊断性能的影响，在基线模型（方案 1）的

基础上，进一步设计了2种改进方案。

其中，方案 2 在 MobileNetV3_large 的基础上引

入 U-Net解码结构，通过构建编码器-解码器框架并

融合多尺度特征，实现对叶片图像中不同尺度纹理与

结构信息的有效提取。在此基础上，方案 3 进一步

引入迁移学习策略，通过加载预训练权重对模型进

行初始化，以提升模型的特征表达能力与训练效率。

在上述改进基础上，构建了融合轻量级卷积神

经网络MobileNetV3_large与U-Net解码结构的图像

分类模型（方案 3）：MobileNetV3_U-Net。该模型在

MobileNetV3_large 多尺度特征提取能力的基础上，

引入 U-Net 风格的跳跃连接与逐步上采样机制，从

而实现图像局部细节与全局语义特征的有效融合。

特征图尺寸采用“通道数×高×宽（C × H × W）”的表示方式。下同。The dimensions of feature maps are represented as 
channel × height × width （C × H × W）.The same below.

图2 改进U-Net多尺度解码模块结构图

Fig.2 Architecture of the improved U-Net multi-scale decoding module

图4 Inverted Residual模块结构图

Fig.4 Structure of the Inverted Residual module

图3 MobileNetV3_large网络模型结构图

Fig.3 Network architecture of the 
MobileNetV3_large model
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其中，编码器部分加载预训练的 MobileNetV3_large
权重，以增强模型的特征提取能力。

整体网络采用编码器-解码器结构设计，其框架

如图 5所示。编码器由MobileNetV3_large主干网络

构成，并划分为 5个阶段（stage0至 stage4），分别对应

不同尺度与语义层级的特征表示。前 4个阶段的输

出特征图空间分辨率依次减半，其中 stage1（56×56，
24通道）、stage2（28×28，40通道）和 stage3（14×14，
80通道）作为跳跃连接特征（skip connection）传递至

解码器，以补充浅层空间信息；stage4（7×7，960 通

道）作为深层语义特征输入解码器，用于特征重建。

解码器由 3个上采样模块和卷积融合模块组成。

初始输入为 7×7、960 通道的特征图，依次通过 3 次

转置卷积（ConvTranspose2d）逐步上采样，使空间分

辨率恢复至 14×14、28×28和 56×56，同时通道数调

整为 80、40和24。在每一级上采样后，将当前特征与

编码器中对应层级的跳跃连接特征（skip3、skip2、
skip1）在通道维进行拼接，以实现深层语义信息与浅

层结构信息的融合。融合后的特征图输入由两层

3×3卷积、批量归一化（batch normalization）及ReLU
激活函数构成的卷积模块中，完成特征重建与非线

性映射。

最终，解码器输出尺寸为 56×56、24通道的特征

图，并通过 1×1卷积将通道数调整至 960，以满足分

类模块输入要求。随后，通过自适应平均池化层将

空间维度压缩为 1×1，实现全局特征聚合；所得特征

向量输入全连接层进行分类，中间引入Hardswish激

活函数，并结合Dropout层以降低过拟合风险。

综上，所构建的 MobileNetV3_U-Net 模型通过

多尺度特征融合机制与迁移学习策略，可实现对水

稻叶片图像特征的有效建模，旨在为后续不同模型

方案的性能对比提供统一的结构基础。

1.7　模型评估指标准确率

采用准确率（accuracy，A）、精确率（precision，
P）、召回率（recall，R）以及 F1值（F1-score）等评价指

标对模型的分类效果进行综合评价，计算公式如下：

A = TP + TN

TP + TN + TP + TN

P = TP

TP + FP
（2）

R = TP

TP + FN
（3）

F1 = 2 × P × R
P + R

（4）

式（1）~（4）中，TP与 TN 分别对应模型对正、负

样本的正确识别数；FP 表示负样本被误判为正样本

的情况；FN表示正样本被错误归类为负样本的数量。

2　结果与分析

2.1　不同时期不同方案的分类性能比较

为评估不同方案在水稻叶片磷素营养诊断中的

性能，基于分蘖期和拔节期叶片数据集，对 3种模型

方案进行对比实验，结果（表 2）显示，改进后的 Mo⁃
bileNetV3_U-Net 模型（方案 3）在识别准确率、精确

率、召回率及 F1值等指标上均优于方案 1 和方案 2。
在分蘖期与拔节期，方案 3 的识别准确率分别达到

93.33% 和 87.40%，相比基线模型（方案 1）有明显

提升。

从对比结果可以看出，方案 2相较于方案 1在分

类性能上有所提升，表明引入多尺度特征融合机制

能够在一定程度上增强模型对水稻叶片不同尺度特

征的表征能力，使其能够更有效地提取纹理、边缘及

色彩等关键信息。然而，该方案的性能提升幅度相

对有限，说明仅依赖结构层面的特征融合仍不足以

充分挖掘数据的判别信息。在此基础上，方案 3进一

步引入迁移学习策略后，模型整体性能得到显著提

升。这主要是由于预训练权重为模型提供了更优的

初始参数，使其在有限样本条件下仍能够学习到更

具判别力的特征表示，从而有效缓解了训练数据不

足带来的影响。

综合分析表明，方案 3 在 2 个生育时期均取得

最优分类性能，表现出较好的稳健性与泛化能力。

此外，从模型训练时间和模型规模来看，方案 3 在

保持轻量化模型特性的同时，实现了性能的显著

提升。

图5 MobileNetV3_U-Net模型结构

Fig.5 Schematic diagram of the MobileNetV3_U-Net model architecture
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2.2　性能曲线分析

为进一步评估不同方案在训练过程中的收敛性

及性能稳定性，绘制了分蘖期与拔节期 3个方案的准

确率曲线与损失曲线（图 6），从分蘖期曲线（图 6A）

可见，方案 3在训练初期准确率略低于方案 1和方案

2，但随着训练迭代的进行，模型的识别准确率快速

提高，并在大约 100轮后趋于稳定，最终保持在 93%
以上，显著高于方案 1（约 88%）和方案 2（约 89%）。

对应的损失曲线（图 6B）显示，方案 3 虽在前期波动

较大，但下降速度最快，且后期保持在最低水平，表

明其在分蘖期数据上的收敛性与特征学习效率优于

其余方案；相对而言，方案 1 与方案 2 的损失曲线下

降缓慢且波动明显，训练稳定性较差。拔节期训练

曲线呈现类似趋势（图 6C、D）。方案 3的准确率快速

上升并在约 100 轮后趋于稳定，最终保持在 87% 左

右，高于方案 1（约 76%）和方案 2（约 78%）。其损失

曲线在前期虽出现较大波动，但整体下降趋势明显，

并在训练后期保持最低水平，显示出良好的收敛性

和训练稳定性。相比之下，方案 1与方案 2的损失值

下降缓慢，且在训练中期仍存在较大波动，表明其在

拔节期数据上的特征学习能力受限。

性能曲线分析表明，方案 3在 2个生育时期均表

现出更快的收敛速度、更高的训练稳定性以及更优

的分类性能，与表 2中各指标结果一致，进一步验证

了该方案在水稻叶片磷素营养诊断任务中的有效性

与优越性。

2.3　混淆矩阵分析

图 7A、B 分别展示了方案 3 在水稻分蘖期和拔

节期的混淆矩阵。在分蘖期，不同磷素梯度类别的

识别准确率分别为：P0 99%、P1 92%、P2 90% 及 P3 
92%。其中，P0类别的识别效果最优，表明该方案能

够准确捕捉严重缺磷条件下叶片的典型表型特征；

而 P2类别的准确率相对较低，这可能是由于正常叶

片在表型上与轻度缺磷（P1）叶片存在一定相似性，

导致模型在区分两者时存在一定难度。在拔节期，

P0、P1、P2、P3类别的识别准确率分别为 85%、87%、

92%和 85%。相比分蘖期，整体准确率有所下降，尤

其是P0与P3类别，表明拔节期叶片表型差异不如分

蘖期明显，模型在该阶段对极端类别的判别能力受

到一定限制；而P2类别的识别效果相对稳定，说明正

常叶片的表型特征仍具有一定可区分性。

综合分析可知，方案 3在分蘖期的分类性能显著

优于拔节期。分蘖期叶片表型特征对磷素营养水平

更为敏感，模型能够较为准确地捕捉不同类别之间

的差异，从而取得较高的识别精度。相比之下，拔节

期叶片表型差异相对减弱，导致模型在该阶段的分

类能力下降，尤其是 P0与 P3类别的识别效果较低。

这表明在拔节期进行磷素营养诊断时，需要进一步

优化模型，以增强对细微表型特征的识别能力，提高

整体分类性能和稳定性。

2.4　不同网络模型的性能对比

为全面验证所提出模型的有效性，将 Mobile⁃
NetV3_U-Net 与常见的轻量化网络模型（Mobile⁃
NetV3_large、GhostNet、ShuffleNetV2）以及性能较

优的EfficientNet_b1进行对比分析（表 3）。从分蘖期

结 果 来 看 ，MobileNetV3_U-Net 的 准 确 率 达

93.33%，优于所有对比模型。其中，EfficientNet_b1
虽表现较好（准确率 92.82%），但模型大小达到 6.52 
MB，训 练 时 间 长 达 71 820 s，显 著 高 于 Mobile⁃
NetV3_U-Net的 4.79 MB和 12 614.40 s，难以满足实

际应用中的轻量化需求。相比之下，GhostNet 与
MobileNetV3_large 的 准 确 率 分 别 为 88.62% 和

表2　模型方案在水稻2个时期的分类性能

Table 2　Classification performance of a rice modeling approach across two growth stages

生育期

Growth stage

分蘖期Tillering

拔节期 Jointing

方案

Scheme

方案1 Scheme 1
方案2 Scheme 2
方案3 Scheme 3

方案1 Scheme 1
方案2 Scheme 2
方案3 Scheme 3

准确率/%
Accuracy

88.43
89.36
93.33

76.38
77.82
87.40

精确率/%
Precision

88.52
89.49
93.37

76.35
77.91
87.45

召回率/%
Recall

88.43
89.36
93.33

76.38
77.82
87.40

F1值/%
F1-score

88.45
89.38
93.34

76.35
77.80
87.42

模型大小/MB
Model size

4.21
4.79
4.79

4.21
4.79
4.79

训练时间/s
Training time

13 737.60
12 945.60
12 614.40

13 644.00
12 780.00
12 715.20

注：方案 1：MobileNetV3_large 基线模型；方案 2：基于 U-Net 解码结构的 MobileNetV3_U-Net 多尺度特征融合模型；方案 3：融合迁移

学习策略的改进 MobileNetV3_U-Net 模型。下同。Note：Scheme 1： Baseline MobileNetV3_large model； Scheme 2： MobileNetV3_U-
Net with multi-scale feature fusion via U-Net decoder； Scheme 3： Improved MobileNetV3_U-Net with transfer learning.The same as follows.
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88.43%，而 ShuffleNetV2 的 准 确 率 最 低 ，仅 为

86.67%，表明其特征提取能力相对有限。在拔节期，

各模型的整体识别精度均较分蘖期有所下降，说明

该时期叶片表型特征差异的减弱对磷素营养水平的

分类带来了更大挑战。尽管如此，MobileNetV3_U-
Net 仍实现了 87.40% 的分类准确率，略高于 Effi⁃
cientNet_b1（87.05%），同时在模型规模与训练效率

方面表现出更显著的优势。相比之下，GhostNet 和

P0：0 kg/hm2，P1：300 kg/hm2，P2：600 kg/hm2，P3：780 kg/hm2.
图7 方案3在水稻分蘖期（A）与拔节期（B）的混淆矩阵

Fig.7 Confusion matrices of Scheme 3 at two growth stages of rice

图6 分蘖期（A、B）与拔节期（C、D）水稻叶片模型方案性能曲线

Fig.6 Classification performance of rice leaf model schemes at tillering（A，B） and jointing（C，D） stages
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MobileNetV3_large 的 准 确 率 分 别 为 74.10% 与

76.38%，而 ShuffleNetV2 仅为 68.40%，表明其在该

任务中的判别能力不足，难以满足拔节期磷素营养

精准诊断的实际需求。

综合来看，MobileNetV3_U-Net 在保证较小模

型规模和较快训练速度的同时，在分蘖期和拔节

期均取得了最高或接近最高的分类性能，表现出

良好的平衡性和实用性。与 EfficientNet_b1 相比，

其准确率相近甚至略优，但所需计算成本明显更

低，更适合应用于农业场景下的大规模快速诊断

任务。

2.5　Plant Village 公共数据集上的模型性能对比

为进一步验证MobileNetV3_U-Net模型的泛化

性能，本研究从 Plant Village 公共数据集中选取了 3
类葡萄病害叶片和 1类健康叶片，每类图像 1 070张，

合计 6 800张叶片图像。为适配网络输入，所有图像

统一调整至224像素×224像素及归一化预处理。在

模型训练阶段，未使用水稻数据集的预训练权重，直

接使用模型代码从头训练模型参数。随后，将处理

后的图像数据按照 8∶2的比例划分为训练集和测试

集，并将数据分别输入 MobileNetV3_large、Ghost⁃
Net、 ShuffleNetV2、 EfficientNet_b1 和 Mobile⁃
NetV3_U-Net模型中进行训练。训练得到的性能评

估结果（表 4）显示，MobileNetV3_U-Net模型在葡萄

叶片图像上的精确率、召回率、F1值以及平均准确率

均为 100%，在 5个网络模型中的分类性能最优，并表

现出较高的泛化能力。

3　讨 论

本研究构建了适于水稻磷素营养诊断的Mobile⁃
NetV3_U-Net模型，针对分蘖期与拔节期2个关键生

育时期的叶片图像，开展了 4个不同磷素缺乏梯度的

分类识别任务。模型融合了轻量化的 MobileNetV3
主干网络与 U-Net 风格的多尺度解码结构，提升了

特征提取与空间信息还原能力。训练过程中采用迁

移学习策略，并对比多种常用轻量化模型开展性能

评估。MobileNetV3_large作为主干网络具备良好的

轻量化与特征表达能力，为移动端部署提供可行性

保障；融合U-Net解码结构能够有效恢复低层空间

信息并增强模型对缺磷区域的定位能力，显著提

升分类准确率；MobileNetV3_U-Net 参数量小、训

练速度快、准确率高，具备良好的实用性和推广潜

力，可为水稻磷素营养监测与精准施肥提供技术

支持。

本研究提出的MobileNetV3_U-Net模型融合了

轻量级主干网络 MobileNetV3 与 U-Net多尺度解码

结构，旨在保障模型部署效率的同时提升水稻磷素

营养诊断的图像识别性能。通过多尺度特征融合与

跳跃连接机制，实现对叶片图像中局部细节与全局

语义信息的有效捕捉。水稻分蘖期和拔节期 2个关

键生育阶段的结果显示，MobileNetV3_U-Net 在准

确率、精确率、召回率及 F1 值等指标上均优于 Mo⁃
bileNetV3_large、GhostNet、ShuffleNet 和 Efficient⁃
Net_b1。特别是 U-Net解码结构中的多尺度特征融

合与跳跃连接，有助于增强对叶片磷缺特征（如叶色

变浅、边缘黄化、长势缓慢等）的表达能力。分蘖期

缺磷症状特征相对集中且明显，有利于模型提取关

键信息；而拔节期的叶片图像准确率相对较低

（87.40%），较 MobileNetV3_large 提升 11.02%，可能

与叶片老化及环境因素有关。后续研究可结合误判

表3　水稻2个时期不同网络模型分类性能比较

Table 3　Performance comparison of different network models in classifying rice across two growth stages

模型

Model

MobileNetV3_large

GhostNet

ShuffleNetV2

EfficientNet_b1

MobileNetV3_U-Net

生育期

Growth stage

分蘖期Tillering
拔节期 Jointing

分蘖期Tillering
拔节期 Jointing

分蘖期Tillering
拔节期 Jointing

分蘖期Tillering
拔节期 Jointing

分蘖期Tillering

拔节期 Jointing

准确率/%
Accuracy

88.43
76.38

88.62
74.10

86.67
68.40

92.82
87.05

93.33

87.40

精确率/%
Precision

88.52
76.35

88.63
74.25

86.73
68.49

92.92
87.09

93.37

87.45

召回率/%
Recall

88.43
76.38

88.62
74.10

86.67
68.40

92.82
87.05

93.33

87.40

F1值/%
F1-score

88.45
76.35

88.62
74.09

86.69
68.44

92.84

87.04

93.34

87.42

模型大小/MB
Model size

4.21

3.91

0.78

6.52

4.79

训练时间/s
Training time

13 737.60
13 644.00

11 455.20

11 073.60

7 236.00

7 236.00

71 820.00

74 880.00

12 614.40

12 715.20
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样本分析或特征可视化方法，对拔节期识别难度的

具体原因进行深入探究，以进一步提升模型在不同

生育阶段下的稳健性和泛化能力。此外，在 Plant 
Village 公共数据集的葡萄叶片迁移实验中，Mobile⁃
NetV3_U-Net 同样表现出优越的分类性能，进一步

验证了模型的通用性与迁移潜力。

尽管MobileNetV3_U-Net在实验中取得了较好

的识别效果，本研究仍存在一些局限。首先，模型主

要依赖高质量的 RGB图像，对于田间复杂环境下的

背景杂乱、叶片遮挡及光照不均等因素，其识别性能

可能受到影响。其次，当前模型仅利用图像信息进

行特征学习，未结合土壤养分、遥感影像或气象等多

源数据，限制了对水稻磷素营养状态形成机制的系

统建模能力。

未来研究可从以下方向深入：一是引入注意力

机制（如 SE、CBAM）以增强对关键特征的感知与表

达能力；二是结合多模态农业数据，构建多源信息融

合的磷素营养诊断模型；三是扩大样本规模，覆盖更

多品种、生育阶段和复杂环境，以提升模型稳健性；

四是利用模型轻量化优势，结合模型压缩和边缘计

算技术，实现智能营养诊断在农业物联网终端的高

效部署与应用。
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A rice phosphorus nutrition diagnosis method based on the fusion of 
MobileNetV3 encoding and U-Net multi-scale decoding
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1.College of Software， Jiangxi Agricultural University， Nanchang 330045， China；
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Abstract Accurate assessment of phosphorus nutrition is essential for optimizing rice growth and im⁃
proving fertilizer management. This study proposes a lightweight image classification model， Mobile⁃
NetV3_U-Net， that integrates a MobileNetV3_large encoder with an improved U-Net decoder for efficient 
diagnosis of rice leaf phosphorus status.The encoder leverages pretrained weights to accelerate convergence 
and extracts multi-scale semantic representations， while the decoder adopts an asymmetric multi-scale 
upsampling strategy with skip connections to progressively fuse shallow and deep features.Unlike the con⁃
ventional symmetric U-Net， the redesigned decoder adjusts channel width and spatial resolution in a com⁃
pact manner， enhancing fine-grained feature characterization and sensitivity to phosphorus deficiency symp⁃
toms.The classification is completed by adaptive average pooling and a fully connected layer.On test sets 
from the rice tillering and jointing stages， MobileNetV3_U-Net achieved accuracies of 93.33% and 
87.40%， respectively， surpassing representative lightweight models including MobileNetV3_large， Ghost⁃
Net， ShuffleNetV2， and EfficientNet_b1. Furthermore， experiments on the Plant Village dataset using 
grape leaf images confirmed its cross-domain generalization capability.MobileNetV3_U-Net demonstrates a 
favorable balance between lightweight design and diagnostic accuracy.By enhancing multi-scale feature fu⁃
sion through a tailored decoder structure， it provides an efficient， robust， and transferable framework for in⁃
telligent diagnosis of rice phosphorus nutrition.

Keywords rice； phosphorus nutrition diagnosis； lightweight convolutional neural network； multi-
scale feature fusion； improved U-Net
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